
[image: Couverture : Romain Jouin, Spark, Dunod]


 [image: Page de titre : Romain Jouin, Spark, Dunod]


Direction artistique : Élisabeth Hébert

    Conception graphique : Pierre-André Gualino

    Image de couverture : © andresr – iStock

  © Dunod, 2020

    11 rue Paul Bert, 92240 Malakoff
www.dunod.com

  ISBN : 978-2-10-081016-1

  
  
  Ce document numérique a été réalisé par PCA




  TABLE DES MATIÈRES

  Couverture

  Page de titre

  Copyright

  Avant-propos

  1. Spark et le big data

  1.1. L'émergence d'Internet

  1.2. Où conserver les données ?

  1.3. Le MTBF : Mean Time Before Failure

  1.4. Stockage distribué et HDFS

  1.5. La fin des bases de données SQL ?

  1.6. L'algorithme MapReduce

  1.7. Spark : des résultats stockés en mémoire

  1.8. Spark propose une solution intégrée pour le big data




  
    AVANT-PROPOS

    
      
        ◆ The sexiest job of the XXI e century

        D’après le titre d’un article de Thomas Davenport1 publié en octobre 2012 dans la très prestigieuse Harvard Business Review2, data scientist serait le job le plus sexy du XXIe siècle. Cet article décrit l’émergence de l’importance de l’analyse des données dans la Silicon valley, et le nécessaire lien avec le business. Il décrit le data scientist comme « un hybride de pirate de données, d’analyste, de communicateur et de conseiller de confiance. La combinaison est extrêmement puissante et rare. » C’est à partir de cet article que le métier de data scientist a gagné en visibilité sur la scène internationale.

      

      
        ◆ Spark : l’outil de base pour le big data

        C’est IBM qui en 2012 a donné la définition de base du big data, avec « les 3 V » :

        
          
            Volume : plus d’information que ce qui tient sur un seul ordinateur.

          

          
            Variété : des informations de tout type : mail, texte, vidéo, images, tweets, cours de bourse, informations structurées, non structurées, semi-structurées…

          

          
            Vitesse : des informations qui arrivent en grande quantité, en temps réel.

          

        

        À la fin des années 2000, tous les acteurs majeurs du web (Facebook, LinkedIn, Yahoo !, Google…) ont développé leur propre outil pour gérer et analyser les données. Ces outils s’appelaient Hive, Hadoop, Pig, Mahout…

        
          
            Figure I.1 – Principaux outils de l’écosystème Hadoop 1.0.

          
          [image: Figure I.1 – Principaux outils de l’écosystème Hadoop 1.0.]
        Cette multiplication des outils était la conséquence de la lutte technologique entre différents acteurs économiques qui voulaient créer leur avantage en développant leur propre outil big data. L’inconvénient de cette diversité d’outils était la nécessaire formation des programmeurs.

        Une solution plus élégante et intégrée est venue du monde universitaire. Développé depuis 2009 par l’université de Berkeley, Spark propose un certain nombre de fonctionnalités standard intégrées dans un seul outil.

        Il remplace notamment Hive (pour le SQL), Pig (pour la programmation), Mahout (pour les algorithmes d’apprentissage automatique) et Map-Reduce (pour la distribution des calculs) par différentes briques intégrées :

        
          
            Spark Core pour remplacer Map-Reduce

          

          
            Spark SQL pour le SQL

          

          
            Spark MLlib pour l’apprentissage automatique

          

          
            Spark Streaming pour l’analyse de données en temps réel

          

          
            Spark GraphX pour l’analyse de données représentant des graphes

          

          
            Des interfaces en Python, Java, Scala ou R pour la programmation

          

        

      

      
        ◆ Le big data en France

        La conférence « big data, big value ? » de Télécom ParisTech en décembre 20123 marque l’émergence du concept de big data dans le débat public français. S’en sont suivis de nombreux investissements, tant financiers que politiques :

        
          
            Le big data devient l’un des sept piliers de « la nouvelle France industrielle »4 en septembre 2013

          

          
            Les formations en big data apparaissent

          

          
            Les articles de presse se multiplient

          

          
            La Banque publique d’investissement (BPI) investit massivement dans les big data

          

        

        Les premières formations en septembre 2013 hésitent encore dans le choix des technologies à enseigner. Plus que de big data, l’accent est mis sur le machine learning avec des outils comme R et Python. Les concepts de bases de données distribuées (MongoDB, Cassandra…) et de cloud computing (Amazon Web Services, Google Cloud Platform…) étaient encore trop récents pour la formation en France.

        Finalement la simplicité d’usage et l’unification des fonctions proposés par Spark en a fait un outil de choix pour les formations et les équipes de data scientists dans le monde entier. Spark est devenu le point d’entrée de base pour toute personne voulant tester rapidement des concepts de big data.

        
          
            Figure I.2 – Comparaison de l’évolution du nombre de recherches pour « pyspark » et « HDFS » sur Stack Overflow.

          
          [image: Figure I.2 – Comparaison de l’évolution du nombre de recherches pour « pyspark » et « HDFS » sur Stack Overflow.]
      

      
        ◆ Big data vs machine learning : quelles différences ?

        En simplifiant, on pourrait dire que le big data est l’ensemble des techniques qui permettent d’agréger plusieurs ordinateurs pour en créer un gros qui cumule leurs puissances. Tandis que l’apprentissage automatique (machine learning) est l’ensemble des techniques qui permettent d’analyser des données pour en extraire de l’information pertinente pour résoudre un problème.

        Depuis 2012 les entreprises ont souvent commencé leur aventure big data en achetant de gros ordinateurs, des « data lakes » et en recrutant des data scientists. Ensuite elles ont essayé de trouver des cas d’usage, ce qui s’avère nettement plus difficile. Acheter de la technique est plus simple que d’analyser les enjeux business... Or il est bien plus pertinent de commencer par réfléchir à quoi pourrait servir les données, pour remettre l’intérêt financier et stratégique de l’entreprise au centre de la pensée data. C’est une partie qui est souvent mise de côté par les data scientists dans les datalabs.

        Pour profiter de la vague du machine learning il est donc nécessaire de penser aux cas business qui sont associés à l’analyse de données. C’est pourquoi nous allons mettre l’accent dans ce livre sur le lien entre l’analyse des données et leur intérêt business, en nous appuyant notamment sur la partie « machine learning » de Spark.

        
          
            Figure I.3 – Comparaison de l’évolution du nombre de recherches pour « machine learning » et « big data » sur Stack Overflow.

          
          [image: Figure I.3 – Comparaison de l’évolution du nombre de recherches pour « machine learning » et « big data » sur Stack Overflow.]
      

      
        ◆ À qui s’adresse ce livre ?

        Ce livre est une introduction à Spark. Il s’adresse à des data scientists, data architects, ingénieurs DevOps, programmeurs et chefs de projets qui ont besoin d’acquérir les compétences fondamentales pour installer, configurer et utiliser Spark.

        Il présuppose une connaissance en programmation objet, et notamment en Python. Le code Python étant très simple à lire ; il est possible de suivre la logique des codes sans mettre les mains au clavier pour un chef de projet qui voudrait juste avoir un aperçu des méthodologies des projets data.

        Une certaine aisance avec des notions d’administration système sera la bienvenue pour configurer le réseau (cluster) d’ordinateurs.

      

      
        ◆ Remarque sur le machine learning

        Ce livre n’est pas une reformulation de la documentation de Spark. Il a pour vocation de vous aider à valoriser vos données dans votre entreprise. Or cela ne saurait se limiter à un enjeu technique. Aussi avons-nous particulièrement développé la partie sur la méthodologie du machine learning via l’analyse d’une entreprise virtuelle de location de vélos en libre-service (chapitre 10).

        Ainsi, dans ce chapitre, nous vous proposons un code de simulation d’utilisateurs de vélos, et de création de parcours. Nous nous mettrons ensuite dans la peau d’un data scientist embauché dans cette entreprise pour valoriser cette donnée :

        
          
            Que faire ?

          

          
            Comment regarder les données ?

          

          
            Quelles questions poser ?

          

          
            Comment valoriser toutes ces données ?

          

          
            À quoi peuvent-elles servir ?

          

          
            …

          

        

        Ce chapitre est donc conçu pour vous apprendre Spark, et en même temps pour vous guider dans les processus d’un projet data et sa valorisation au sein d’une entreprise. Vous en sortirez avec un outil et une méthode.

      

      
        ◆ Comment lire ce livre ?

        Après la mise en contexte proposée par les chapitres 1 et 2, le livre est structuré ainsi :

        
          
            Une présentation générale, orientée infrastructure/installation, de Spark et de HDFS : ce sont les chapitres 3 à 5.

          

          
            Une présentation technique de la programmation orientée Spark, qui vous entraîne à travers les bases de Spark : Spark core/SQL et Spark Streaming. Ce sont les chapitres 6 et 7.

          

          
            Ensuite nous attaquons les enjeux du machine learning, avec une présentation du concept et de ses enjeux au chapitre 8.

          

          
            Enfin nous présentons les implémentations du machine learning dans Spark dans le chapitre 9, ce qui nous permet in fine de mettre en place un algorithme de prédiction en temps réel en liant Spark ML et Spark Streaming.

          

        

        À noter que nous vous proposons un environnement virtuel avec Docker qui vous permettra de tester Spark dans des conditions simplifiées, sur un seul ordinateur. En effet la beauté de Spark réside aussi dans le fait qu’un code qui fonctionne sur un seul ordinateur fonctionnera également sur un cluster de plusieurs ordinateurs. Vous pouvez donc vous entraîner à connaître la syntaxe et les objets Spark avant même d’installer un cluster. Nous vous expliquons la mise en place de Docker dans le chapitre 6.

      

      
        ◆ Remarques techniques

        Il est courant d’utiliser Linux dans les environnements big data. Le livre est donc basé sur un système d’exploitation compatible avec Linux, plus précisément Ubuntu et Mac OS. Les utilisateurs Windows devront sans doute adapter les informations, notamment sur la gestion de l’infrastructure.

        Le livre est basé sur l’API Python de Spark. Cette dernière ne comprend pas la librairie d’analyse de graphes, GraphX. Nous ne la présentons donc pas dans ce livre.

      

      
        ◆ Remerciements

        Merci à Mikaël Dautrey pour sa relecture attentive.

        Merci à Jean-Luc Blanc, pour m’avoir permis de faire ce livre, et à Maxine Pouzet de m’avoir soutenu pendant tout ce projet.
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4. https://www.economie.gouv.fr/files/files/PDF/nouvelle-france-industrielle-sept-2014.pdf.
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  Spark et le big data

  
    Objectifs

      Dans ce chapitre, nous allons découvrir comment le big data a émergé, quelles sont les nouvelles problématiques qu’il pose, et pourquoi les technologies du XXe siècle n’arrivent pas à y faire face :

      – La croissance des volumes de données liée à Internet et la numérisation

      – L’avancée des algorithmes de calculs distribués

      – La montée en puissance des réseaux Ethernet

      – La hiérarchie entre l’utilisation de la mémoire RAM et celle du disque dur

      – La fin de la loi de Moore

      Il s’agira aussi de savoir quelles sont les réponses apportées par Hadoop, et pourquoi dans ce contexte Spark s’impose comme une bonne solution pour commencer à analyser les données. Nous explorerons donc autant les enjeux techniques que logiques qui sont apparus avec les grandes quantités de données qui apparaissent au début du XXIe siècle.

    

  

  
    
      1.1L’ÉMERGENCE D’INTERNET

      La figure 1.1 nous montre les grandes étapes de l’informatique, depuis sa théorisation par Alan Turing entre les deux guerres, jusqu’à l’émergence de l’Internet des objets aujourd’hui. Les entreprises historiques de l’informatique (Intel, Microsoft, Oracle…) ont été créées au milieu du XXe siècle et les bases de données les plus populaires (MySQL/PostgreSQL...) avant l’expansion d’Internet. Les outils historiques se sont trouvés débordés par la croissance exponentielle du nombre d’utilisateurs et de données générés par Internet. Un certain nombre de nouvelles technologies et de nouveaux concepts ont émergé pour faire face à cette nouvelle situation et sont à la base du big data :

      
        
          Linux, système d’exploitation utilisé dans 80 % des serveurs Internet

        

        
          Les systèmes de virtualisation comme VmWare et Docker

        

        
          L’algorithme MapReduce qui propose un nouveau paradigme de programmation : en passant de logiciels pensés pour une seule machine de Turing/un seul ordinateur à des logiciels pensés pour plusieurs machines de Turing/plusieurs ordinateurs

        

        
          L’iPhone et l’émergence des app-stores qui mettent en avant la rapidité de développement et l’agilité dans le business modèle des éditeurs logiciels

        

      

      
        
          Figure 1.1 – 90 ans d’informatique.

        
        [image: Figure 1.1 – 90 ans d’informatique.]
    

    
    
      1.2OÙ CONSERVER LES DONNÉES ?

      Comprendre les big data nécessite de comprendre l’architecture des ordinateurs. Les données sont stockées sur des disques durs. Les disques durs sont l’un des points de faiblesse des ordinateurs, parce qu’ils sont très lents, ce qui pose problème lorsqu’on a beaucoup de données à lire et à stocker. Un disque dur fonctionne à la manière d’une platine de lecture vinyle : une tête de lecture se déplace pour aller lire de l’information sur des pistes qui contiennent les fichiers. Le déplacement de la tête de lecture et la vitesse de rotation du disque rendent le processus de lecture assez lent, comparé à d’autres supports sans parties mobiles (RAM, disques SSD).

      Sur les meilleures cartes mères d’ordinateurs de bureau on peut mettre une dizaine de disques durs, pour environ 500 €. Les disques les plus gros contiennent environ 6 To et coûtent environ 300 €. Pour près de 3 500 € on peut donc obtenir un ordinateur avec 60 To de stockage. Mais quel serait le temps nécessaire pour lire ces 60 To de manière linéaire ? Imaginons que les disques soient en interface SATA :

      
        
          60 To = 60 000 Go = 60 000 000 Mo

        

        
          Débit SATA = 600 Mo / sec

        

        
          Durée de lecture : 60 000 000 Mo/600 Mo/sec = 100 000 sec = 27 heures

        

      

      Or cette durée théorique de 27 heures peut facilement être multipliée par deux ou trois en pratique. Avec 3 500 € on peut donc acquérir 60 To de stockage, mais il nous faudra 2 à 3 jours pour en lire le contenu… Voilà le problème auquel le big data cherche à répondre.

      
        
          Figure 1.2 – Éléments d’un disque dur.

        
        [image: Figure 1.2 – Éléments d’un disque dur.]
      
        
          Figure 1.3 – Différentes interfaces de disques durs, avec leur débit théorique.

        
        [image: Figure 1.3 – Différentes interfaces de disques durs, avec leur débit théorique.]
      Une solution propriétaire, comme le système de stockage DS8870 d’IBM propose des débits beaucoup plus importants, avec un temps de lecture d’une heure, mais pour 2 millions d’euros…

      Ce système possède 500 disques durs et permet une lecture en parallèle des données, ce qui explique la vitesse de lecture accélérée.

      
        
          Figure 1.4 – La solution de stockage DS8870 proposée par IBM : 70 To, 80 minutes de temps de lecture – 2 M d’euros.

        
        [image: Figure 1.4 – La solution de stockage DS8870 proposée par IBM : 70 To, 80 minutes de temps de lecture – 2 M d’euros.]
    

    
    
      1.3LE MTBF : MEAN TIME BEFORE FAILURE

      Le problème quand on a 500 disques durs, c’est qu’ils risquent de tomber en panne…

      
        
          Figure 1.5 – Taux de panne selon la période de vie d’un disque dur. Les disques tombent en panne à l’installation, ou bien après quelques années.

        
        [image: Figure 1.5 – Taux de panne selon la période de vie d’un disque dur. Les disques tombent en panne à l’installation, ou bien après quelques années.]
      Avec une durée de vie moyenne de cinq ans, un administrateur technique qui gère 500 disques devrait voir 100 disques tomber en panne par an, soit deux par semaine, soit un disque à changer tous les trois jours… Cela engendre des coûts et des risques :

      
        
          coût matériel,

        

        
          coût d’arrêt de services,

        

        
          instabilité du système,

        

        
          perte d’information.

        

      

      C’est pourquoi il fallait historiquement faire des sauvegardes et avoir des systèmes RAID. Aujourd’hui, une nouvelle solution existe : le stockage distribué.

    

    
    
      1.4STOCKAGE DISTRIBUÉ ET HDFS

      Hadoop résout le problème lié au MTBF en dupliquant la donnée (par défaut trois copies). HDFS (Hadoop Distributed File System) est un outil qui s’occupe de copier les informations à enregistrer d’un ordinateur (on dira aussi un nœud) vers d’autres, automatiquement. L’avantage de ce système est que si un disque dur tombe en panne, on peut récupérer l’information dans d’autres disques.

      Les fichiers sont dupliqués sur HDFS en étant tout d’abord divisés en blocs.

      
        
          Figure 1.6 – L’éléphant (jaune) est le logo d’Hadoop et de HDFS. Ce système permet de dupliquer des informations d’un seul disque dur vers plusieurs.

        
        [image: Figure 1.6 – L’éléphant (jaune) est le logo d’Hadoop et de HDFS. Ce système permet de dupliquer des informations d’un seul disque dur vers plusieurs.]
      Imaginons un cluster HDFS de quatre machines (ci-dessous les quatre cadres avec des adresses IP), et un fichier de quatre lignes enregistré sur ce cluster :

      
        
          Le fichier serait donc divisé en quatre blocs : B1, B2, B3, B4

        

        
          Chaque bloc serait dupliqué par le facteur de réplication, par défaut trois fois, sur le cluster

        

        
          Le nœud maître (NameNode dans la terminologie HDFS) enregistre l’emplacement de chaque bloc (dans son fichier FS Image)

        

        
          Chaque nœud esclave (DataNode dans la terminologie HDFS) enregistre des blocs de fichiers

        

      

      
        
          Figure 1.7 – Schéma d’un cluster HDFS avec un NameNode en haut et quatre DataNode en bas. Notez la réplication des blocs B1, B2, B3, B4 dans les différents DataNodes.

        
        [image: Figure 1.7 – Schéma d’un cluster HDFS avec un NameNode en haut et quatre DataNode en bas. Notez la réplication des blocs B1, B2, B3, B4 dans les différents DataNodes.]
      HDFS est gratuit. Et l’autre intérêt de ce système est qu’il permet de faire une lecture parallélisée des fichiers. On peut lire théoriquement avec une durée de lecture divisée par le nombre de blocs créés. Cette lecture parallélisée s’adapte parfaitement à l’algorithme MapReduce publié par Google en 2003. Dans cette première version, les résultats des calculs intermédiaires étaient écrits sur disque dur, ce qui ralentit considérablement la vitesse des calculs. Spark change cela en enregistrant les résultats intermédiaires en mémoire.

      
        
          Figure 1.8 – HDFS est lent à l’écriture mais rapide à la lecture.

        
        [image: Figure 1.8 – HDFS est lent à l’écriture mais rapide à la lecture.]
      La solution de stockage d’IBM est chère notamment parce qu’elle implémente une version physique du stockage distribué proposé par HDFS, qui en est une version logicielle. En changeant le physique en logiciel, on diminue les coûts.

    

    
    
      1.5LA FIN DES BASES DE DONNÉES SQL ?

      Les bases de données classiques sont basées sur des modèles conceptuels de données. Dans ces systèmes le système de gestion des bases de données (SGBD) demande de préciser le modèle conceptuel de données (MCD) à utiliser avant d’enregistrer de la donnée. Cela afin de minimiser l’espace disque utilisé, en garantissant la non-duplication des données (3eforme normale) afin de diminuer les coûts de stockage.

      Avec la baisse drastique des coûts de stockage, limiter l’espace disque utilisé n’est plus un enjeu. Dès lors on peut mettre en œuvre de nouveaux concepts d’enregistrement de la donnée, avec une duplication des informations. Cela donne naissance à la notion de bases de données dénormalisées orientées documents, dont certaines sont basées sur le formalisme JSON (Javascript Simple Object Norm). Dans ces bases orientées documents les informations sont dupliquées de telle manière que chaque document (JSON) contienne toutes les informations nécessaires à son utilisation.

      Par exemple, dans une base d’achat on aurait classiquement une table avec le nom des acheteurs, une table avec le nom des produits uniques, et une table de liens (montrant qui a acheté quoi). En enregistrement orienté document, on aura un document JSON pour chaque enregistrement, dans lequel le nom de l’acheteur sera écrit pour chaque achat, ainsi que le nom du produit. Il n’y a plus d’unicité des informations : elles sont dupliquées. C’est possible grâce à la baisse du coût des disques durs.

      
        
          Tableau 1.1 – Différences et vocabulaire autour des bases de données classiques (MCD - OLPT) et les nouvelles bases de données (JSON-OLAP).

        

        
          
            
            
            
            
            
            
              
                	Intitulé phare

                	MCD-OLTP : Online Transaction Processing

                	JSON - OLAP : Online Analytical Processing

              

              
                	Caractéristique

                	Transactions garanties

                	Pas de transactions

              

              
                	Optimisation

                	Lecture et écriture

                	Principalement en lecture

              

              
                	Schéma

                	Schéma défini

                	Sans schéma

              

              
                	Utilisateurs

                	Banques Systèmes de sécurité

                	Sites Web Applications non critiques

              

              
                	Exemple de bases de données majeures

                	Oracle/Access PostgreSQL/MySQL

                	MongoDB/CouchDB HBase/Cassandra

              

              
                	Vocabulaire

                	MCD/Schéma/Relationnel

                  UML/MERISE

                  Référentiel/SQL Triggers

                  Dictionnaires de données

                  Silos/Logiciels/Licences/BI

                	NoSQL/Schemaless

                  machine learning/Prédictif

                  Apprentissage (Non) Supervisé

                  Partage/API/

                  Open Sources/Dashboard

                  Data Visualisation

              

            
          

        

      

      Cela permet d’envoyer des documents de données (JSON) qui sont autosuffisants en termes de données contenues, et qui permettent donc des calculs indépendants, parallélisés sur les différents CPU d’un ordinateur, ou distribués via le réseau sur un cluster d’ordinateurs. Ces idées sont à l’origine de la création de l’algorithme MapReduce.

    

    
    
      1.6L’ALGORITHME MAPREDUCE

      L’algorithme MapReduce est une évolution majeure dans l’histoire de l’informatique puisqu’il propose de penser les logiciels comme devant fonctionner sur plusieurs machines de Turing (plusieurs ordinateurs)’.

      Quand on apprend MapReduce l’équivalent du « hello world » standard’consiste à compter le nombre d’occurrences des mots dans un fichier.

      
        
          Figure 1.9 – Description de la logique algorithmique pour compter les mots dans un fichier en Map-Reduce.

        
        [image: Figure 1.9 – Description de la logique algorithmique pour compter les mots dans un fichier en Map-Reduce.]
      MapReduce a été proposé par Google en 2003, puis mis en open source via Hadoop en 2009. La phase de Map est distribuée sur les différentes machines du cluster, chaque machine renvoyant au master une liste de résultats intermédiaires. C’est cette liste que le master va réduire en un seul résultat via la fonction Reduce qui n’est exécutée que de manière centrale.

      L’un des intérêts de la distribution du calcul, c’est la capacité à dépasser les contraintes de la loi d’Amdahl. Cette dernière spécifie que le gain en vitesse d’exécution d’un programme n’est pas proportionnel au nombre de CPU présents dans l’ordinateur : la nécessaire synchronisation entre les threads impose une limite au gain de vitesse possible.

      C’est ce qu’on voit dans le schéma ci-dessous :

      
        
          Avec 2 CPU on peut théoriquement aller jusqu’à 2 fois plus vite

        

        
          Avec 4 CPU, on va entre 2 et 3.75 fois plus vite

        

        
          Avec 16 CPU on va entre 2 et 9 fois plus vite

        

        
          La limite est atteinte avec 1024 CPU où l’on ne va que 20 fois plus vite

        

      

      En distribuant le calcul, on s’affranchit théoriquement de cette limite, en déportant le problème sur le réseau. On a alors un gain de vitesse qui n’est évidemment pas linéaire, mais qui n’est plus limité : il suffit de rajouter des ordinateurs pour aller plus vite. D’où l’intérêt des clusters.

      
        
          Figure 1.10 – La loi d’Amdhal (1922-2015) indique la limite théorique du calcul parallélisé sur un seul ordinateur.

        
        [image: Figure 1.10 – La loi d’Amdhal (1922-2015) indique la limite théorique du calcul parallélisé sur un seul ordinateur.]
      Nous présentons dans les trois schémas suivants le fonctionnement de MapReduce sur l’exemple du calcul du nombre d’occurences de chaque mot dans un fichier.

      
        
          Figure 1.11 – Les calculs sont distribués sur plusieurs ordinateurs, c’est ce qu’on appelle le mappage de fonctions.

        
        [image: Figure 1.11 – Les calculs sont distribués sur plusieurs ordinateurs, c’est ce qu’on appelle le mappage de fonctions.]
      
        
          Figure 1.12 – Chaque fonction mappée renvoie des informations au processus centralisée sur le master.

        
        [image: Figure 1.12 – Chaque fonction mappée renvoie des informations au processus centralisée sur le master.]
      
        
          Figure 1.13 – L’ordinateur central récupère les résultats des fonctions mappées, les groupe par clefs égales et somme les valeurs de chaque groupe. En résultat on a le nombre d’occurrences de chaque mot.

        
        [image: Figure 1.13 – L’ordinateur central récupère les résultats des fonctions mappées, les groupe par clefs égales et somme les valeurs de chaque groupe. En résultat on a le nombre d’occurrences de chaque mot.]
      On voit bien sur cette dernière phase pourquoi on parle de MapReduce : la fonction Reduce récupère une liste de valeurs, et la réduit en un résultat unique, un seul nombre.

    

    
    
      1.7SPARK : DES RÉSULTATS STOCKÉS EN MÉMOIRE

      La RAM (Random Access Memory : mémoire à accès aléatoire) permet d’accéder à la demande à n’importe quelle information qu’elle possède, contrairement au disque dur, qui fait des lectures séquentielles, et qui demande à chaque changement de lecture de bloc de déplacer physiquement la tête de lecture intégrée au disque.

      Ainsi la RAM peut-elle être jusqu’à 1 300 fois plus rapide qu’un disque dur, comme le présente la figure ci-dessous :

      
        
          Figure 1.14 – Comparaison des vitesses en écriture et lecture de différents supports physiques.

        
        [image: Figure 1.14 – Comparaison des vitesses en écriture et lecture de différents supports physiques.]
      L’intérêt de Spark est d’utiliser intensivement la mémoire pour faire ses calculs, à l’inverse des premières versions d’Hadoop qui utilisaient les disques durs. Ainsi Spark est-il bien plus rapide.

      La RAM pose plusieurs problèmes :

      
        
          Elle est environ 400 fois plus chère que le disque dur.

        

        
          On peut en mettre beaucoup moins sur un ordinateur : sur un serveur classique, 512 Go de RAM est déjà beaucoup, il est difficile de dépasser le To de RAM. Alors que pour le disque dur, on peut facilement avoir beaucoup jusqu’à une dizaine de To de stockage.

        

      

      C’est pour cela qu’on peut aussi continuer à utiliser Hadoop pour gérer de très gros volumes qu’il ne serait plus rentable de gérer via de la RAM. On met alors au point des lambda architectures qui contiennent les deux technologies : sur disque et sur RAM.

      
        
          Figure 1.15 – Exemple schématique d’une lambda architecture, et comparaison (à droite) des prix des supports et des temps de réponse (RAM versus disque).

        
        [image: Figure 1.15 – Exemple schématique d’une lambda architecture, et comparaison (à droite) des prix des supports et des temps de réponse (RAM versus disque).]
    

    
    
      1.8SPARK PROPOSE UNE SOLUTION INTÉGRÉE POUR LE BIG DATA

      Le framework MapReduce a donné lieu à la création d’une multitude de logiciels pour en faciliter la prise en main.

      La multiplicité des outils demandait aux informaticiens d’acquérir de nouvelles compétences, ce qui prenait du temps. L’un des avantages de Spark est qu’il est manipulable avec différents langages de programmation : R, Python, Java, Scala (bientôt .NET). Ainsi il permet de réutiliser les connaissances historiques des informaticiens.

      
        
          Figure 1.16 – Spark unifie dans un seul outil les fonctions de plusieurs outils « Hadoop ».

        
        [image: Figure 1.16 – Spark unifie dans un seul outil les fonctions de plusieurs outils « Hadoop ».]
    

    


CONCLUSION
LE MARCHÉ DU BIG DATA SE CONSOLIDE
Trois principales start-up américaines se sont développées sur la maîtrise de Hadoop et Spark. L’enjeu étant d’intégrer les différents outils disponibles dans le domaine du big data elles ont développé des distributions qui contiennent des versions compatibles des différentes composants de la stack big data. Chacune avec un business modèle différent :
Horton Works (créée en 2011) : premier contributeur sur les projets Hadoop elle propose une distribution 100 % open source,

Cloudera (créée 2008) propose une distribution constituée principalement d’outils open source, mais avec un outil propriétaire de gestion de l’intégration,.

MapR (créée en 2009) est une distribution principalement propriétaire.


Entre ces trois sociétés la compétition a été rude, et s’est concrétisée par des levées de fond se comptant en centaines de millions de dollars, avec Cloudera levant jusqu’à 900 millions en 2014.
En 2019 le secteur s’est consolidé, avec le rachat d’Horton Works par Cloudera. Le 30 mai 2019 MapR a annoncé qu’elle avait besoin d’argent frais pour continuer à exister et éviter la faillite. Le 5 août 2019 MapR était vendue à HPE…
Quid de Spark dans ce contexte ? Et bien Spark se porte bien : sa souplesse et ses performances ont eu raison des affres financières de ses concurrents. Ainsi, DataBricks, la société fondée en 2013 par les créateurs de Spark a levé 400 millions de dollars le 22 octobre 2019, la valorisant à 6,2 millards ! Si vous avez suivi ce livre jusqu’ici, on espère que cette nouvelle vous conforte dans votre choix d’apprendre Spark !

SPARK EST DEVENU LE PREMIER OUTIL D’ANALYSE BIG DATA
Le succès de Spark est indéniable : il est devenu en quelques années l’outil introductif de base pour toute équipe de data science. Cela s’explique par sa formidable souplesse, sa facilité d’utilisation et la multiplicité des cas d’usage où il est utile :
Distribution de calculs

Requêtages SQL

Temps réel

Machine learning

Graph-mining (en Scala)

Import et export de données dans de multiples formats

Connexion avec des outils tiers


Spark fait partie de l’écosystème big data et s’interface parfaitement avec des outils de stockage, de distribution de logs, et de management de clusters. Tant et si bien que l’on parle souvent de la stack SMACK, pour :
Spark : distribution de calculs big data,

Mesos : management des ressources du cluster pour plusieurs applications,

Akka : outil et paradigme pour construire des applications « orientées messages » sur la JVM,

Cassandra : base de données distribuée hautement performante et multi-cluster,

Kafka : système de distribution de messages temps réel.


Vous l’aurez compris, apprendre Spark c’est entrer dans un monde bien plus vaste, celui des outils gratuits et open source pour le big data. La fondation Apache compte plus de cinquante de ces outils. Heureusement, dans bien des cas Spark est suffisant pour commencer à répondre aux enjeux business des entreprises. Il vous permet de tester des idées qui peuvent se baser sur des enjeux big data sans supporter le coût d’une infrastructure et d’une formation trop importante ; vous pouvez valider vos idées avec Spark, et si elles sont concluantes décider ensuite d’investir dans d’autres outils.

LA LAMBDA ARCHITECTURE EST CONCURRENCÉE PAR LA KAPPA ARCHITECTURE
Nous avons décrit le couple Hadoop + Spark qui fonde ce qu’on appelle la lambda architecture. Ce couple technologique reste aujourd’hui la base de la majorité des environnements big data. Néanmoins en 2014 un ingénieur de LinkedIn, Jay Kreps, a écrit un article intitulé « Questioning the Lambda Architecture » où il pointait du doigt l’inconvénient de la lambda architecture : le fait d’avoir deux technologies différentes pour traiter les données stockées en base et les données arrivant en temps réel. Il proposa alors un nouveau concept de base de données : la Kappa Architecture. Dans ce nouveau paradigme, les données historiques sont traitées avec le même code que les données en temps réel, permettant de ne gérer qu’un seul code source. L’un des autres points est l’idée d’une base de données reposant sur un fichier de log infini, rejouable à tout instant dans le futur.
En fait, pour Jay Kreps, l’état actuel de toute base de données se résume à l’application de l’ensemble des opérations effectuées sur cette base depuis sa création. Si on enregistre ces opérations les unes à la suite des autres avec un timestamp, on peut :
(1) obtenir le même état que pour une base de données classiques,
(2) revenir à tout point en arrière, et rejouer les opérations.
Cette seconde caractéristique est très intéressante car elle permet notamment de remonter dans le temps et de se remettre dans l’état de connaissance du système à tout moment dans le passé, ce qui est particulièrement intéressant pour les algorithmes de machines learning, afin de pouvoir faire le tri entre ce qui était connu ou non à un moment dans le passé, pour créer la base d’apprentissage.
Figure C.1 – Deux visions de l’informatique : la lambda architecture et la kappa architecture.
[image: Figure C.1 – Deux visions de l’informatique : la lambda architecture et la kappa architecture.]Le nom de kappa vient de la technologie, Kafka qui sous-tend cette philosophie : une philosophie du flux et du temps réel. Comme on l’a déjà vu, Kafka est très populaire, même s’il n’est pas clair aujourd’hui que la kappa architecture supplantera un jour la lambda architecture. D’ailleurs la nouvelle fonctionnalité de Structured Streaming de Spark ressemble très fortement aux idées de la kappa architecture. Ainsi, Spark est-il bien positionné pour avoir sa place dans cette nouvelle approche big data.

DEVENIR DATA-DRIVEN C’EST SE DOTER DE DIFFÉRENTS MOYENS
Ce livre porte sur une technologie, Spark, mais vous l’aurez sûrement remarqué dans les chapitres précédents, notamment 8 et 9, nous avons mis l’accent sur la démarche nécessaire à la valorisation de la donnée : étude des données, enjeux business, compréhension des résultats mathématiques… C’est que Spark est devenu l’outil numéro 1 pour les projets big data qui ont majoritairement pour but de valoriser les données. Or cette valorisation ne sera pas que le fait d’un seul outil, mais d’un ensemble d’éléments :
Une question business précise qui a deux caractéristiques :
Les événements considérés positifs ont des caractéristiques similaires,

L’environnement business reste stable : le futur ressemble au passé.



Des règles métiers pour déterminer quelles sont les informations disponibles au moment où l’on se pose la question : il est souvent difficile de savoir ce que nous savions d’une situation à un moment donné dans le passé ; c’est un point délicat du travail du data scientist que de distinguer les données utilisables et non utilisables pour répondre à la question business à un moment déterminé d’un processus métier. Il faut écarter les données qui ne sont connues qu’après le moment où la question est pertinente.

Un historique de donnée : l’accès à l’information est le problème le plus délicat dans les projets liés à la donnée. Souvent les historiques de données ne sont pas très importants, du fait de changement de système, d’erreurs d’enregistrement, de limites de licences ou d’espaces disques, etc. S’apercevoir que l’on n’a pas d’historique peut être un résultat en soi d’une analyse des données. Il faut alors s’organiser pour commencer à enregistrer l’information qui semble pertinente pour pouvoir répondre à la question business qui a été identifiée

Une base d’apprentissage : le travail du data scientist consiste à prendre les historiques de données et à les travailler pour vérifier s’ils peuvent aider à répondre à la question métier. Cela passe par une étape de création d’indicateurs (feature engineering en anglais) où l’imagination et la connaissance métier sont les clefs pour la réussite du projet.

Des outils d’analyse des données : le machine learning est une science qui se développe à grande allure et qui a vu apparaître de nouveaux outils. Nous avons vu dans ce livre Python, Hadoop et Spark pour lesquels le nombre de personnes qualifiées est relativement réduit. Ces nouveaux outils sont entourés de nombreux autres : Zookeeper, Docker, Ranger, Oozie, Impala, etc… Connaître et maîtriser ces outils est nécessaire pour tirer parti du big data. Spark offre une très belle opportunité pour approcher ce monde de manière simple et rapide.

Des capacités d’industrialisation : le passage d’un projet de l’état de preuve de concept à l’état de mise en production est un enjeu majeur, qui est tout autant technique que managérial. Technique car il faut être capable de rejouer le code créé par des data scientists qui ne sont souvent pas des informaticiens : il est donc parfois difficile de relire leur code, et de les intégrer dans des programmes. Managérial, car il est souvent délicat pour le métier d’accepter de se laisser guider par la machine. Il y a souvent une résistance à l’usage des modèles développés. Aussi il nous est arrivé de voir de bons modèles ne pas passer en production sans réelle raison. Ainsi il est d’autant plus important d’expliquer et de travailler avec les métiers le plus tôt possible.


Ces différents moyens culturels, humains, techniques, mathématiques, informatiques nécessitent un ensemble de compétences qui obligent à un travail en équipe parfois compliqué tant les cultures, attentes, et rythmes des projets peuvent être divers. C’est notamment pour ces raisons que les équipes de data science utilisent souvent des méthodologies agiles telles que Scrum pour travailler ensemble.

QUEL FUTUR POUR SPARK ?
Avec la consolidation des acteurs du marché, la société DataBricks et ses 6,2 milliards de dollars de valorisation devient l’acteur principal du futur de Spark. Surtout que DataBricks a bien compris l’intérêt d’avoir une communauté de fervents défenseurs de l’open source autour de son produit phare, Spark.
Databricks Communauty Edition
En 2016, DataBricks a annoncé la mise à disposition de sa plateforme d’analyse de données pour tous. Cette plateforme se base en concurrence direct avec Dataiku par exemple. Elle propose un ensemble de fonctions qui sont disséminées dans les différents outils big data : le partage de notebooks, l’enregistrement d’historiques d’expérimentations, le déploiement facilité d’applications, le versionning de code, l’intégration continue, le choix de différentes librairies de ML (PyTorch, TensorFlow, SciKit Learn, XGBoost, Keras, Horovod), etc.

Delta Lake
Le 24 avril 20191 DataBrick a décidé de rendre open-source un nouvel outil : Delta Lake, projet interne à DataBricks, vendu depuis plusieurs années, qui permet de gérer un data-lake.
Les principales améliorations proposées par DeltaLake sont :
la possibilité d’effectuer des transactions ACID (fonctionnalité historiquement difficile avec le NoSQL), permettant d’assurer que les clients Spark voient des données correctes (vs HDFS dans lequel on ne voit que les blocks finis, et pas en cours d’écriture) ;

la possibilité de « remonter dans le temps » : les données sont versionnées et permettent de revenir aux valeurs antérieures. Cela est notamment intéressant pour les algorithmes de machine learning, pour lesquels on a vu qu’il était indispensable de savoir sur quelles données on pouvait s’appuyer pour exécuter les algorithmes.


Figure C.2 – Présentation de DeltaLake sur le site officiel https://delta.io/.
[image: Figure C.2 – Présentation de DeltaLake sur le site officiel https://delta.io/.]Delta Lake est basé sur HDFS, un format de fichier optimisé appelé Parquet File qui propose une compression native et excellente des données, et Spark pour l’accès aux données et l’application de calculs sur celles-ci.
En interne, Delta Lake, reprend l’idée fondatrice de la kappa architecture et de l’outil Kafka, à savoir l’existence d’un fichier de log central enregistrant toutes les modifications des données. Delta Lake utilise un système inspiré de git où l’on parle de commit pour l’enregistrement des données. Les commits sont gérés par Delta Lake et tous les 10 commits, Delta Lake crée un checkpoint permettant à qui le souhaite de « rouvrir » l’état du système à partir de ce checkpoint.
Ce système de commit est adossé à une philosophie : le contrôle optimiste de la concurrence (en anglais : Optimistic Concurrency Control). En effet : que se passe-t-il si deux programmes veulent commiter en même temps ?
Tout d’abord on remarque que pour des données volumineuses, il est sans doute rare que deux programmes cherchent à accéder à la même donnée en même temps.

Ensuite, même quand cela arrive Delta Lake effectue toujours le protocole suivant pour chaque processus, qui permet de résoudre les conflits :
Commencer par enregistrer l’état des tables avant d’agir

Effectuer les lecture/écriture voulues

Tenter un commit

Si le commit a été préempté par un autre processus, vérifier si les données actuellement en base sont les mêmes que celles que nous avions lues et enregistrées à la première étape
Dans le cas où les données en entrée ont changé, émettre une erreur

Le projet Delta Lake est désormais porté par la Linux Foundation depuis le 16 octobre 2019.







MLFlow
Le 17 octobre 2019 Databricks annonce que sa suite MLFlow de gestion du machine learning sera désormais incluse dans la communauty edition de sa plateforme d’analyse de données, gratuitement. Elle comprend :
MLflow Tracking : application pour versionner les codes et enregistrer les essais de paramétrages de machine learning.

MLflow Project : ensemble de règles et de conventions pour organiser et documenter les codes afin que les équipes collaborent au mieux lors de la maintenance et de la reprise de code.

MLfow Models : tentative de standardisation des modèles sous un format exportable et exploitable par différents outils, afin de pouvoir exploiter et déployer les modèles créés à partir des données et des algorithmes sur d’autres plateformes.

MLflow Model Registry : magasin centralisé d’enregistrement de modèles pour gérer le cycle de vie complet des modèles (modèle, version, état, activités, etc.)


On voit bien ici que l’enjeux de l’industrialisation de l’usage des algorithmes est tout à fait prégnant. Reste aussi à savoir pour quel avantage métier !

Polynote
Alors qu’elle en est la créatrice, DataBrick n’est pas la seule entreprise à proposer des outils pour Spark, preuve de l’importance de cet outil dans le monde économique ! Netflix a mis à disposition le 23 octobre 2019 Polynote une version améliorée des notebooks tout à fait prometteuse et qui annonce des fonctionnalités redoutables, notamment la possibilité de mixer des langages de programmation : il sera possible d’écrire dans une cellule du notebook un code en Python, et dans une autre un code en Scala ou en SQL. Pourquoi cela est-il intéressant ? Tout d’abord parce que Spark étant écrit en Scala, l’API n’est pas exactement la même, et toutes les fonctionnalités Spark ne sont pas accessibles en Python (l’exemple le plus frappant étant l’absence de l’API sur l’analyse des graphes). Ensuite parce que si vous savez coder en Scala, cela peut vous intéresser de profiter des possibilités de visualisation que proposent les librairies Python (Matplotlib, Seaborn, Bokeh, etc.) une fois vos calculs effectués.
Figure C.3 – Illustration du passage de Scala à Python avec Polynote.
[image: Figure C.3 – Illustration du passage de Scala à Python avec Polynote.]De plus, polynote implémente un « modèle de donnée immuable » (immutable data model) qui force l’utilisateur à gérer correctement ses notebooks. Partant de l’expérience de nombreux utilisateurs de notebook, il est souvent difficile de maintenir et rejouer un notebook de haut en bas. Pour contrer ce problème, Polynote propose nativement une vérification de l’existence et de la valeur des variables comparativement aux cellules existantes au-dessus du notebook, plutôt qu’en se basant sur l’état de l’espace des noms de variables à ce moment-là. Cette caractéristique étonnante est une révision totale de l’expérience d’utilisation des notebooks, qui se rapproche davantage du mode « ligne de commande » et force l’utilisateur à structurer son code de manière à pouvoir le réexécuter, ce qui est l’un des problèmes avec les notebooks.
En plus de cela, les nouveaux notebooks polynote offrent des fonctionnalités intéressantes :
Interface d’auto-complétion améliorée

Insertion de formules latex dans les commentaires

Interfaces de contrôle du cluster : quels calculs sont en cours, quelles sont les valeurs des variables, etc.

Visualisation des parties de code en train d’être effectué par le cluster, au sein même des cellules Jupyter (rapatriement des informations données par le cluster manager au niveau de l’IHM de code !)

Visualisation des données de manière interactive avec Vega (concurrent de d3js).




SPARK 3.0
L’écosystème Spark se modifie chaque jour, et le 6 novembre 2019 est sortie la version béta de Spark 3.0. C’est une version qui promet :
une exécution optimisée des requêtes SQL : notamment pour l’exécution des jointures de tables, Spark pourra comprendre en temps réel l’état des données et modifier le Directed Acyclic Graph lors de l’exécution de celui-ci pour le changer pendant l’exécution. Par exemple, sur des jointures de table, si nous avons une grande table et une petite table à joindre :
un programmeur pourrait se dire qu’il serait plus intéressant de broadcaster la petite table pour la joindre à la grande, supprimant ainsi une étape coûteuse de tri de table. Mais comment savoir avant l’exécution où seront les grandes et les petites tables ? Spark prendra désormais cela à sa charge et remplacera ce type de requête « sort-merge-join » entre deux tables de taille différente par une « broadcast-join » au moment de l’exécution. Dans certains tests cela permet à Spark d’être jusque 2 fois plus rapide, sans que le développeur n’aie à décider de cette optimisation lui-même,

si un filtre doit être appliqué sur la petite table, la grande table serait complétement lue et le filtre ne serait appliqué qu’au moment de la jointure. Nous perdons alors du temps d’accès aux données de la grande table – qui seraient de toute manière filtrées a postériori. Spark 3 promet d’exporter le filtre sur la grande table afin de limiter le trafic et l’accès à la donnée de la grande table avant même la jointure,

sur ces aspects, Spark 3 est très performant. Le Transaction Processing Performance Council, organisme de référence sur la création de test de performance pour les systèmes de gestion propose un Benchmark international des systèmes de décision et Spark 3 promet d’être le meilleur sur ces aspects, avec des performances plus de 10 fois supérieures à ses prédécesseurs ;



l’exécution de requêtes transactionnelles, grâce à une intégration avec Delta Lake (https://delta.io/). Il est possible de définir des tables formatées dans Delta Lake, de la même manière qu’un SGBD classique, et d’y uploader des données dont le format sera vérifié avant leur insertion dans les tables. Cette vérification des formats vous assure une cohérence et une propreté de vos données que vous ne trouvez pas dans un datalake classique. Delta Lake amène donc des gardes fous usuellement réservés aux SGBD dans un écosystème big data, tout en s’appuyant sur la puissance de Spark pour distribuer les calculs et gagner en temps d’exécution ;

l’extension des possibilités en data-science via une interface similaire à Pandas : Koalas (https://github.com/databricks/koalas). Koalas est le projet de porter les mêmes API que Pandas pour une exécution parallélisée sur Spark. Nous avons vu plus haut que Python n’est pas un langage optimisé pour le calcul parallèle, alors que Scala l’est. Koalas apporte la puissance des calculs multi-cœurs au sein de PySpark, et donc de Python de manière la plus transparente (un projet concurrent est Dask https://dask.org/, qui est un projet de Continuum Analytics cherchant à remplacer Spark par un équivalent 100 % Python) ;

l’usage intensif des GPU : les user defined functions pour les dataframes pourront être calculées nativement sur les GPU du cluster, et il sera possible de spécifier le nombre de GPU que nous voulons. Ce sera particulièrement intéressant pour la distribution de calculs de DeepLearning (voir https://github.com/databricks/spark-deep-learning).


Comme vous le voyez, l’écosystème Spark est en évolution permanente, pour vous tenir au courant, allez voir la page de la communauté Spark : http://spark.apache.org/community.html qui liste notamment les meetups et les événements autour de Spark, et le blog de databricks : https://databricks.com/blog.

LE BUSINESS MODÈLE DES GAFA C’EST L’INDUSTRIALISATION
Quand on parle du big data, on l’associe souvent à la valorisation de données, et à l’augmentation de gains de valeurs vertigineux. On pense à Google, Facebook, Amazon, etc. Si elles s’appuient sur des outils big data, ces entreprises n’ont pas oublié le côté humain. Ce côté humain est dominé par la méthodologie DevOps qui prône la gestion de l’industrialisation des codes informatiques par les informaticiens eux-mêmes (plutôt que par des équipes dédiées comme c’est généralement le cas). Cette intégration du développement logiciel et de sa mise en production permet à ces entreprises de changer de version logicielle très rapidement, et ainsi d’ajouter des nouvelles fonctionnalités quasi-immédiatement à leurs logiciels en production.
Figure C.4 – Trois activités clefs des GAFA.
[image: Figure C.4 – Trois activités clefs des GAFA.]Finalement la vraie valeur du big data n’est pas tant dans les analyses que l’on fait des données, que dans la capacité à modifier et améliorer rapidement le service rendu au client final à travers l’intégration des résultats de ces analyses dans les outils. Aussi la mise en production devient l’enjeu central.
Mais l’industrialisation du code demande une discipline, une technique, des outils et une méthode bien particulière. La manière de faire des GAFA peut être un exemple pour les start-up, mais n’est pas forcément adaptée pour les entreprises historiques. Nous vous conseillons de valider d’abord l’intérêt du machine learning et de l’intelligence artificielle pour votre enjeu métier avant de vous intéresser aux outils big data et ensuite d’industrialiser. La bonne nouvelle est que Spark est adapté pour vous accompagner simplement sur ces différentes étapes.
Figure C.5 – Suggestion d’étapes à suivre pour valoriser ses données.
[image: Figure C.5 – Suggestion d’étapes à suivre pour valoriser ses données.]
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Converting a Scala Spark DataFrame to a Pandas DataFrame
First, notice that we added pandas as a pip dependency in the Configuration section above.

Now, let's create the Scala DataFrame

In [1]: val scalaDF = spark.createDataFrame(List(1,2,3).map(x => (X, x*2)))
scalaDF.show()

Next, in Python, we will convert the Scala DataFrame to a Pandas DataFrame through PySpark

In [3]: from pyspark.sql import DataFrame
pythonDF = DataFrame(scalaDF, sqlContext) # sqglContext is provided by Polynote
pandaDF = pythonDF.toPandas()
pandaDF.head ()

out[3]:
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